
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 
 1.4. ИСПОЛЬЗОВАНИЕ СЕТЕЙ С УПРАВЛЯЕМЫМ ПРОЦЕССОМ 
ОБУЧЕНИЯ 
 
В случае, когда все типы разрушений известны заранее, задача 
упрощается. Для ее решения можно использовать традиционные типы 
нейронных сетей с управляемым процессом обучения (персептроны, сети 
на радиальных базисных функциях и т. д.). Выход классифицирующей 
сети представляется с помощью номинальной переменной по схеме «Один-
из-N». При этом каждому из состояний системы в упорядоченном 
выходном слое сети выделялся свой элемент. Кодом данного состояния 
является сочетание значения, равного 1, на выделенном элементе и 
значений, равных 0, – на всех  остальных элементах. Определенное 
решение по классификации принимается только в том случае, если 
значение выходного элемента с наибольшим выходным сигналом 
оказывалось выше заданного порога принятия решения, а значения всех 
остальных выходных элементов – ниже заданного порога отвержения. 
Если это условие не выполняется, результат классификации не определен. 
При выборе наиболее вероятного класса порог принятия решения для всех 
элементов выходного слоя полагается равным 0, а порог отвержения – 
равным 1. 

При обоих подходах в качестве входных переменных используются 
частотные диапазоны, а в качестве наблюдений – значения нормированных 
спектральных плотностей в центрах этих диапазонов. Таким образом, 
каждое наблюдение представляет собой отдельную спектральную 
плотность. 
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Рис.  4. Среднеквадратическая ошибка обучения/верификации как функция от 
номера эпохи: пример 



 
 1.5. ДИСКРИМИНАНТНЫЙ АНАЛИЗ 
 
Для того, чтобы оценить, насколько эффективно может быть проведена 
классификация данных, целесообразно проводить их дискриминантный 
анализ. Полученные показатели качества распознавания, как правило, 
допустимо рассматривать как нижние границы оценок, достижимые 
подбором нейронных сетей с управляемым процессом обучения. Эти 
показатели дают исследователю возможность сориентироваться: если 
построенные нейронные сети не позволяют классифицировать лучше, чем 
указанный метод, то следует продолжать поиск их новых вариантов.  

Цель дискриминантного анализа – получение правил для 
классификации многомерных наблюдений в один из заранее заданных 
классов. Рассмотрим одну из его распространенных разновидностей, 
предполагая сначала, что наблюдения )(x ʹ′= p1,...xx  принадлежат одной 

из двух p-мерных совокупностей (классов), описывающихся 
многомерными нормальными распределениями с известными векторами 
средних m1 и m2 и одной и той же известной ковариационной матрицей V. 
Отношение p-мерных плотностей вероятности, описывающих 
распределения для указанных классов, имеет вид  
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и приводит к следующему правилу классификации: если значение 
величины  
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равно или превышает заданную константу с, зависящую от априорных 
вероятностей появления наблюдений из разных классов и цены ошибочной 
классификации, то наблюдение следует отнести к классу 1, в противном 
случае – к классу 2.  

Если x принадлежит классу 1, то u имеет нормальное распределение 
с математическим ожиданием 1/2!  и дисперсией ! , где величина  
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есть расстояние Махаланобиса между двумя классами. В случае класса 2 
нормальное распределение u имеет математическое ожидание -1/2!  и 
дисперсию ! . 
 Вероятность того, что наблюдение принадлежит классу 1, но 
отнесено к классу 2, равна 
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где Ф  - стандартная функция нормального распределения.  
 Если параметры многомерных нормальных распределений 
неизвестны, но имеются выборки объема 1n  и 2n  из двух p-мерных 
нормально распределенных совокупностей, векторы 1x  и 2x  могут быть 
использованы как оценки m1 и m2, а общая ковариационная матрица V  
оценивается с помощью объединенной выборочной матрицы ковариаций 
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где 1C  и 2C  - несмещенные оценки V по каждой из выборок в 
отдельности.  
 Дискриминантная функция w  получается подстановкой в выражение 
для u  оценок параметров: 
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Если cw ≥ , то наблюдение x  следует отнести к классу 1, в противном 
случае – к классу 2. Распределение w  обсуждается в книге [12]. 
Асимптотически, при ∞→21 n,n , вероятности ошибочной 
классификации могут быть вычислены, если использовать приближение 
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В случае более чем двух совокупностей (классов), обозначим как ijw  
значение дискриминантной функции для классификации между 
совокупностями i  и j . Наблюдение полагается относящимся к 
совокупности i , если cwij ≥  для всех ij ≠ .  



 Для классификации можно также использовать функцию расстояния 
Махаланобиса  
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относя наблюдение x  к совокупности,  которой соответствует наименьшее 
значение iδ . В книге [22] показано, что этот метод дает те же результаты, 
что и классификация по значениям  ijw . 

 Для оценки качества классификации удобна " -статистика Уилкса 
(лямбда Уилкса), значения которой лежат в интервале [0,1]. Значения, 
лежащие около 0, свидетельствуют о хорошей дискриминации, а значения, 
лежащие около 1, - о плохой.  

Практическое применение дискриминантного анализа обычно не 
вызывает больших затруднений, поскольку на рынке программного 
обеспечения доступно достаточно много пакетов, в которых реализован 
этот подход. Процесс вычислений в этих пакетах практически полностью 
автоматизирован, от пользователя требуется только правильно вводить 
данные и грамотно интерпретировать результаты.  
 
 
 1.6. ПОНИЖЕНИЕ РАЗМЕРНОСТИ ЗАДАЧИ 
 
Большое число входных частотных диапазонов может не только заметно 
ухудшить характеристики сети, но и увеличить до неприемлемых пределов 
необходимый объем обучающего множества [3] (существуют задачи, где 
эта величина, в первом приближении, с увеличением числа входных 
переменных растет как показательная функция). Качество обучения и 
последующей работы сети можно значительно улучшить, исключив 
ненужную или малозначимую информацию, для чего производится 
понижение размерности входных данных. Для этого выявляется несколько 
гипотетических латентных переменных, которые с приемлемыми 
ошибками объясняют изменчивость наблюдений. При этом может 
применяться либо факторный анализ, либо метод главных компонентов 
[8]. При факторном анализе латентные переменные (факторы) 
подбираются так, чтобы получить наилучшее (с точки зрения заданного 
критерия) приближение к матрицам корреляций (ковариаций) между 
наблюдаемыми переменными. В случае метода главных компонентов, в 
базисе собственных векторов исходной корреляционной (или 
ковариационной) матрицы определяется собственное подпространство 
небольшой размерности, которому соответствует достаточно большая (на 
практике 80% и более) доля суммарной дисперсии наблюдаемых 



переменных. Базисные направления этого подпространства определяют 
главные компоненты, которые, как и факторы, объясняют преобладающую 
часть наблюдаемых данных. 
 Чтобы получить устойчивые результаты при проведении 
компонентного или факторного анализа для спектральных плотностей, 
среднее значение по каждой наблюдаемой переменной следует сохранять 
неизменным (например, равным нулю) при любом числе наблюдений. Для 
этого удобно использовать следующий формальный прием: до вычисления 
латентных переменных увеличить вдвое заданное множество наблюдений, 
дополнив его исходными спектральными плотностями со знаком «минус» 
(так, чтобы для каждого значения наблюдаемой переменной нашлось 
значение, дающее с ним в сумме нуль) – и проводить анализ для этого  
расширенного множества.  
 Понижение размерности задачи позволяет существенно уменьшить 
число нейронов в распознающих сетях. Это дает большие преимущества: 
как указано выше, сети с малым числом нейронов требуют для своего 
обучения меньших выборок; при прочих равных условиях они обладают 
большей способностью к обобщению, и т. д.  
 В более сложных случаях для понижения размерности могут быть 
использованы  нелинейные преобразования на базе автоассоциативных 
сетей. Эти сети предназначены для воспроизведения на выходе своих же 
входных данных. Число внутренних элементов делается небольшим, что 
заставляет сеть «сжимать» информацию. Для обеспечения нелинейности 
преобразования необходимы пятислойные сети, описанные в работе [20].  
 
 
 1.7. ОЦЕНКА КАЧЕСТВА РАБОТЫ СЕТЕЙ 
 
Качество распознавания удобно оценивать по проценту правильно 
распознанных ситуаций на контрольном множестве. Однако такие оценки 
не могут считаться удовлетворительными, поскольку не учитывают ни 
объем выборок, ни степень различия результатов, получаемых на  
обучающем и контрольном множествах. Более надежная система оценок, 
построенная на базе статистических критериев согласия, представлена на 
рис.  5. В соответствии с указанной схемой проверяются:  

1) гипотеза об отсутствии статистически значимых различий между 
прогнозируемыми и наблюдаемыми результатами на контрольном 
множестве; 

2) гипотеза об отсутствии статистически значимых различий между 
результатами классификации на обучающем и контрольном 
множествах; 

3) гипотеза об эквивалентности распределений различных типов 
входных данных в обучающем и контрольном множествах. 



Описание указанных критериев согласия представлено в разделе  2.2. 
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Рис.  5. Виды статистических оценок качества работы нейронной сети. 



 
 1.8. ПРОГНОЗИРОВАНИЕ РАЗРУШЕНИЯ 
 
По результатам накопленных наблюдений проводится прогнозирование 
вероятностей появления повреждений с использованием параметрических 
математических моделей, описывающихся марковскими случайными 
процессами с дискретными состояниями и непрерывным временем. 
Заданные типы повреждений  рассматриваются как отдельные состояния, в 
которых исследуемая  конструкция может находиться с некоторой 
вероятностью, переходя из одного состояния в другое по определенным 
правилам.  

Модель для описания динамики этих переходов представляется 
ориентированным графом, в котором вершины соответствуют состояниям, 
а дуги соответствуют переходам. Процесс накопления повреждений может 
рассматриваться как случайное блуждание по графу из одного состояния в 
другое согласно направлениям дуг. Переходы между состояниями 
мгновенны и происходят в случайные моменты времени.  

Предполагается, что для переходов между состояниями, 
соответствующих каждой дуге графа, выполняются следующие два 
свойства пуассоновских потоков событий (так мы далее будем, согласно 
принятой терминологии, называть переходы): 
• ординарность (поток называется ординарным, если вероятность 
появления двух и более событий в течение малого интервала времени 
намного меньше, чем вероятность появления за это же время одного 
события); 

• независимость приращений (это свойство означает, что количества 
событий, попадающих в два непересекающихся интервала, не зависят 
друг от друга). 
Можно показать, что в рассматриваемых потоках число событий X , 

попадающих в любой временной интервал длины τ , начинающийся в 
момент t , распределено согласно закону Пуассона: 
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где m)(XPt,τ =  - вероятность появления m  событий в течение 

рассматриваемого интервала, ),( τta  - среднее число событий, 
попадающих в интервал длины τ , начинающийся в момент времени t . 
Далее будут рассматриваться только стационарные потоки (в которых 

ηττ =),( ta , $ =const). Параметр $  называется интенсивностью 
стационарного потока. Он равен среднему числу событий в единицу 



времени. Средняя продолжительность времени между двумя смежными 
событиями в этом случае равна 1/$ . 
 Упомянутые выше предположения о свойствах потоков событий 
обычны для прикладных задач, так как эти потоки (или потоки, близкие к 
ним по свойствам) часто встречаются на практике благодаря предельным 
теоремам для потоков событий [11]. 

При указанных предположениях динамика изменения во времени 
вероятностей пребывания системы в различных состояниях описывается 
системой обыкновенных дифференциальных уравнений Колмогорова [11], 
в которой каждому состоянию соответствует уравнение 
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где k  - номер состояния; kp  и ip – вероятности нахождения в k -м и i -м 
состояниях; kjη  - интенсивности потоков, выходящих из состояния k ; ikη  
- интенсивности потоков, входящих в состояние k  (см. примеры в разделе  
2.3). 

Интенсивности потоков событий являются свободными параметрами 
модели. Их значения определяются путем сравнения наблюдаемых и 
прогнозируемых гистограмм, описывающих распределения частот 
появления неисправностей, а именно: вычисляются значения, 
обеспечивающие наилучшее соответствие наблюдаемых и ожидаемых 
частот попадания в определенное состояние системы в заданные моменты 
времени. Прогнозируемые вероятности нахождения в состояниях 
получаются путем численного интегрирования систем уравнений 
Колмогорова. 

Прогнозируемая частота попадания в k -е состояние равна Npk , 
где N  – число элементов в выборке. Соответствующие наблюдаемые 
частоты kF  определяются по распределениям продолжительностей сроков 
службы, зарегистрированным на практике. Статистика Пирсона 
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используется как мера соответствия в том смысле, что ее большие 
значения означают плохое согласование прогнозируемых и наблюдаемых 
результатов, а малые значения - хорошее согласование. Сумма этих 
статистик минимизируется в те моменты времени, для которых имеются 
результаты наблюдений. 



Данный способ идентификации свободных параметров называется 
методом минимума #2 [24] и дает решения, близкие к полученным 
методом максимального правдоподобия [5, с. 461-462]. Доказано, что, при 

выполнении ряда общих условий, значения статистики Пирсона 
2X , 

получаемые при подстановке истинных решений, асимптотически 
описываются распределением #2 с ln −  степенями свободы, где l  - число 
определяемых параметров, причем вычисленные значения свободных 
параметров при увеличении объема выборки сходятся по вероятности к 
искомому решению [5, с. 462-470]. Это позволяет использовать 
приведенную статистику для проверки гипотезы о том, что полученный 
прогноз согласуется с результатами наблюдений. 

Используемая процедура вычисления оцениваемых параметров 
состоит из двух этапов. На подготовительном этапе с помощью 
электронной таблицы типа Microsoft® Excel для указанной системы 
дифференциальных уравнений кодируется численная схема 
интегрирования, позволяющая вычислять вероятностные функции kp . Эти 
функции вычисляются с некоторым заданным временным шагом. Для 
вычисления решения с приемлемой точностью оказались достаточными 
методы Рунге-Кутта (или их эквиваленты).  

Например, может быть использована следующая схема 
интегрирования второго порядка (модифицированный метод Эйлера, 
адаптированный к рассматриваемым уравнениям): 
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где k=0,1,…,n (если k=0, то в данном выражении опускается pk-1; если 
k=n, то в выражении опускается pk+1); m=0,1,…,%; штрих обозначает 

производную по времени 
dt
d

; fk […] есть выражение, определяющее 

производную 
dt

tdpk )(
 в соответствующем дифференциальном уравнении 

системы Колмогорова (“правая часть” этого уравнения). 
 Большое значение имеет то, что электронная таблица Excel 
поддерживает динамические связи между содержимым ячеек. Если 
поместить свободные параметры и временной шаг в отдельные ячейки, на 
которые ссылаются как ячейки, содержащие формулы для вычисления 
первых производных в системе обыкновенных дифференциальных 



уравнений, так и начальные вероятности нахождения в различных 
состояниях системы, то все решение будет автоматически 
модифицироваться по мере изменения значений свободных параметров. На 
заключительном этапе запускается численная процедура многомерной 
нелинейной оптимизации, позволяющая получать искомые значения 
свободных параметров. Этот этап вычислений рекомендуется оформить в 
виде макроса.  

Полученные значения свободных параметров рассматриваются как 
характеристики усталостного разрушения, выявленные в результате 
наблюдений. Эти критерии также позволяют сравнивать между собой 
различные варианты марковских моделей, выбирая среди них 
оптимальные.  
 
 
 1.9. МАРКОВСКИЕ МОДЕЛИ В РОЛИ СПЕЦИАЛИЗИРОВАННЫХ 
НЕЙРОННЫХ СЕТЕЙ 
 
При рассмотренной выше постановке обратной задачи, которая сводится к 
вычислению параметров дифференциальных уравнений, имеющих 
решения, наиболее близкие к наблюдаемым, марковские модели 
фактически выступают в роли одной из разновидностей нейронных сетей. 
Элементы таких сетей реализуют состояния марковских процессов и 
являются аналогами традиционных нейронов. Преобразования в нейронах, 
обычно задаваемые с помощью функций активации,  описываются 
обыкновенными дифференциальными уравнениями Колмогорова и 
определяют динамику изменения вероятностей нахождения в состояниях 
сети. В качестве весов используются интенсивности потоков событий, а 
входами и выходами сетевых элементов являются вероятности 
пребывания в соответствующих состояниях (более подробно список 
аналогий представлен в табл.  1). Все это дает основания называть далее 
подобные модели сетями Маркова. 

 
Таблица  1. Аналогии между нейронными сетями и марковскими моделями (при 

постановке обратной задачи). 
  

Нейронная сеть Марковская модель (процесс с дискретными 
состояниями и непрерывным временем) 

Нейрон Состояние процесса 
Функция активации нейрона Дифференциальное уравнение, описывающее 

динамику изменения вероятности нахождения в 
данном состоянии 

Веса соединений Интенсивности потоков событий 
Порог активации - 
Входы и выходы нейронов Вероятности нахождения в различных состояниях 

процесса 



Свободные параметры есть веса 
соединений и порог активации 

Свободные параметры есть интенсивности 
потоков событий (коэффициенты 
дифференциальных уравнений, описывающих 
эволюцию системы) 

Обучающее множество Наблюдаемая гистограмма частот попадания в 
различные состояния процесса в заданные 
моменты времени 

При обучении минимизируется 
ошибка прогноза сети в 
заданной метрике 

При обучении минимизируется статистика, 
асимптотически описывающаяся распределением 
#2 и определяющая различия между 
наблюдаемой и прогнозируемой гистограммами 

 
В специфике применения сетей Маркова и традиционных нейронных 

сетей имеется ряд различий:  
• структура традиционных нейронных сетей обычно не фиксируется 
заранее и гибко подстраивается к заданной постановке задачи, в то 
время как диаграммы сетей Маркова обычно a priori определяются 
постановкой задачи;  

• нейронные сети прямой передачи обучаются для применения в качестве 
распознавателя классов, детектора новых явлений или 
прогнозирования, главная же цель поиска при решении обратной задачи 
для сетей Маркова – это сами коэффициенты, по которым делается 
прогноз вероятностей. 

 



  2. ПРИМЕРЫ 
 
 2.1. НЕЙРОСЕТЕВОЕ МОДЕЛИРОВАНИЕ 
 
Рассмотрим применения компонентов описываемой технологии для 
диагностики усталостных разрушений панели воздухозаборника 
маневренного самолета, представленной на рис.  6. Распознаваемыми 
состояниями конструкции являются: 

• OK  - неповрежденная конструкция; 
• Center - поврежден 1 сварной шов в центре панели (зона 1); 
• Left - повреждены 2 сварных шва в левой части панели (зона 2);  
• Right - повреждены 2 сварных шва в правой части панели (зона 3);  
• Bound -изменились условия закрепления панели (с защемления на 
шарнирное опирание). 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 

 
 
Первое из указанных состояний соответствует нормальному режиму 

работы, а последующие четыре – рассматривались как варианты работы 
системы с неисправностями. Примеры спектров для этих состояний 
показаны на рис.  7. При решении данной задачи общий анализируемый 
частотный диапазон от 0 до 3600 Гц делился на поддиапазоны шириной 
150 Гц. 
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Рис. 6. Параметры конструкции и нагрузки: 
конструкция - стальная 3-слойная прямоугольная панель размером 826×268 мм, 
заполнитель – гофр высотой 10 мм, толщина несущих слоев – 1 и 0.5 мм, краевые 
условия – защемление; масса панели – 4.050 кг; относительное демпфирование – 
0.005 (на всех частотах); в качестве нагрузки использовались 4 широкополосных 
случайных процесса с уровнями 143.4, 152, 157.7 и 161.1 дБ и различными 
формами спектров.  
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Качество распознавания неисправностей удобно оценивать по 

проценту правильно распознанных ситуаций на контрольном или тестовом 
множествах. Для рассматриваемой задачи такие оценки представлены в 
табл.  2 и  3. При построении и обучении нейронных сетей использовался 
пакет STATISTICA Neural Networks [10], обеспечивающий моделирование 
конфигураций с полной системой связей и прямой передачей сигнала.   

 
 

Таблица  2. Результаты распознавания состояний конструкции  
(сети с управляемым процессом обучения). 

 Выборки: обучающее множество – 70 наблюдений,  
контрольное множество – 50 наблюдений,  

тестовое множество – 24 наблюдения. 
 
 

Рис.  7. Примеры нормированных спектров напряжений для распознаваемых 
состояний конструкции в контрольных точках X и Y. 



Характеристика задачи Сети с наилучшими 
характеристиками 

Качество 
распознавания 
при выборе 
наиболее 

вероятного класса 

Распознавание состояний 
конструкции по датчикам 
X и Y без понижения 
размерности задачи  

3-слойный персептрон 
(логистическая 
функция активации) 

100% 

Сеть на радиальных 
базисных функциях 
(экспоненциальная 
функция активации) 

96% 

Распознавание состояний 
конструкции по датчикам 
X и Y с понижением 
размерности задачи 
методом главных 
компонентов (на входе 10 
главных компонентов) 

3-слойный персептрон 
(логистическая 
функция активации) 
 

100% 

Сеть на радиальных 
базисных функциях 
(экспоненциальная 
функция активации) 

100% 

 
 
Лучше всего с поставленной задачей справились указанные виды 
персептронов: удалось подобрать сети, обеспечивающую 100%-ное 
распознавание. Линейные сети (в таблице не показаны) дали существенно 
менее надежные результаты, что оправдывает применение более сложных 
вариантов нейронных сетей. Для сравнения: дискриминантный анализ на 
тех же данных дает 98-100%-ное распознавание. 
 



 
Таблица  3. Результаты распознавания наличия повреждения в конструкции 

(сети с неуправляемым процессом обучения). 
Выборки: обучающее множество – 15 наблюдений (только состояние OK),  

контрольное множество – 105 наблюдений (состояния OK, Center, Left, Right, Bound).  
 
 

Характеристика задачи Исследованный 
вариант сети 

Качество 
распознавания  

Распознавание состояний 
конструкции по датчикам 
X и Y без понижения 
размерности задачи  

Карта Кохонена 4×4 100% 

Распознавание состояний 
конструкции по датчикам 
X и Y с понижением 
размерности задачи 
методом главных 
компонентов (на входе 10 
главных компонентов) 

Карта Кохонена 4×4 97% 

 
Рассмотренные примеры позволяют говорить о высокой степени 

надежности распознавания при решении данной задачи.  
 
 
 2.2. СТАТИСТИЧЕСКИЙ АНАЛИЗ РЕЗУЛЬТАТОВ 
 
Проверка на статистически значимые различия между 
прогнозируемыми и наблюдаемыми результатами на 
контрольном множестве. В данном случае удобно использовать 
критерий #2 для проверки гипотезы об однородности двух распределений. 
Прогнозы разбиваются на две части: группы правильных и неправильных 
прогнозов. Полагая, что M  - число правильных прогнозов, сделанных для 
контрольного множества, а N  - число элементов в контрольном 
множестве, из выражения для критерия однородности можно вывести 
следующую статистику, асимптотически описывающуюся распределением 
#2 с 1 степенью свободы: 
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В табл.  4 приведены значения этой статистики вместе с 

соответствующими p-значениями, полученными для различных видов 
нейронных сетей.  

 



Таблица  4. Значения статистики 2X  и соответствующие им p -значения для 
различных типов нейронных сетей (верхняя строка – без понижения размерности 

задачи, нижняя строка – с понижением размерности задачи). 
 
 

Типы 
нейронных сетей 

% 
правильных 
прогнозов 

Объем 
контр/тестового 
множества 

Значения 
статистики 

2X  

p -
значения 
(1 ст. св.) 

Карта Кохонена  
(датчики X и Y) 

100% 105 0 1 
97% 105 3.043 0.081 

Карта Кохонена 
(только датчик X) 

93% 105 7.241 0.007 
92% 105 8.317 0.004 

Карта Кохонена 
(только датчик Y) 

98% 105 2.019 0.155 
81% 105 22.105 0.000 

3-слойный 
персептрон  

(датчики X и Y)  

100% 24 0 1 

100% 22 0 1 
3-слойный 
персептрон  

(только датчик X)  

100% 24 0 1 

95% 22 1.023 0.312 
3-слойный 
персептрон  

(только датчик Y)  

100% 24 0 1 

95% 22 1.023 0.312 

 

Представленные результаты говорят об отсутствии статистически 
значимых различий между результатами классификации и фактическим 
состоянием системы для карт Кохонена (при неуправляемом процессе 
обучения без понижения и с понижением размерности задачи в случае 
использования датчиков X и Y и без понижения размерности в случае 
датчиков Y) и для персептронов (при управляемом процессе обучения).  
 
Проверка на статистически значимые различия между 
результатами классификации на обучающем и контрольном 
множествах. Значимое отличие результатов классификации на 
обучающем и контрольном множествах обычно свидетельствует о 
переобученности сети. Для выявления  данного типа различий проводится 
анализ среднеквадратических ошибок на обучающем и контрольном 
множестве по непараметрическим критериям согласия. Результаты анализа 
для персептронов в случае датчиков X и Y представлены в табл.  5. 
Полученные p -значения позволяют говорить об отсутствии статистически 
значимых различий между выборками среднеквадратических ошибок, и, 
следовательно, о близости в указанном смысле результатов классификации 
на обучающем и контрольном множествах. 



 
Таблица  5. Оценки степени различия распределений среднеквадратических ошибок на 
обучающем и контрольном множествах (верхняя строка – без понижения размерности 

задачи, нижняя строка – с понижением размерности задачи). 
  

Критерий 
согласия Нулевая гипотеза p -значение 

Критерий Манна-
Уитни Отсутствие сдвига значений  

0.97 

0.99 

Критерий Вальда-
Вольфовица 

Выборки ошибок принадлежат 
одной и той же генеральной 

совокупности 

0.75 

0.99 

Критерий 
Колмогорова-
Смирнова 

Отсутствие интегральных 
различий между  

распределениями ошибок на 
обучающем и контрольном 

множествах 

Не является 
статистически 
значимым 

 
 
Сравнение распределений различных типов входных данных в 
обучающем и контрольном множествах. Для корректной проверки 
качества работы сети необходим сбалансированный состав обучающего и 
контрольного множеств. Поскольку принципы классификации элементов 
этих множеств, как правило, заранее неизвестны, при сравнении их 
распределений удобно использовать способности карт Кохонена к 
распознаванию структуры данных. Для этого использованные в расчетах 
обучающее и контрольное множества подаются на вход одномерной карты  
Кохонена приемлемой для данной задачи размерности. Полученные 
распределения частот выигрышей элементов сравниваются по критерию 
согласия #2. В табл.  6 приведены результаты такого сравнения для случая 
датчиков X и Y без понижения размерности задачи. 
 
Таблица  6. Результаты сравнения распределений частот выигрышей элементов карты 

Кохонена. 
 

Значение статистики, 
описывающейся 
распределением #2 

Число степеней 
свободы 

p -значение 

16.80 15 0.33 

 
Полученное p-значение позволяет говорить об отсутствии статистически 
значимых различий между распределениями частот выигрышей и, 



следовательно, об отсутствии этих различий в результатах классификации 
элементов обучающего и контрольного множеств по Кохонену.  
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